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1. 주제
Self-Consistency Improves Chain of Thought Reasoning in Language Models · Wang et al. · ICLR 2023

CORE CONTRIBUTION

CoT 추론에서 기존의 Greedy 디코딩을
여러 추론경로를 샘플링해 다수결하는

Self-Consistency로 대체하여

추론 정확도를 높인다.

PaLM-540B 기준 · 정확도 향상

GSM8K 56.5 → 74.4 (+17.9) · AQuA 35.8 → 48.3 
(+12.5)
SVAMP 79.0 → 86.6 (+7.6)

모델 가중치·프롬프트·파인튜닝은 그대로 두고, 토큰 선택 규칙만 바꾼다.
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2. 문제 및 동기

Greedy decoding의 구조적 결함
Greedy 디코딩 : 매번 확률이 가장 높은 토큰을 선택
-> 오류의 반복
-> 지역 최적에 빠지기 쉽다

Self-Consistency를 통한 해결
Self-Consistency : 여러 추론경로를 생성 후,가장 일관된 답을 선택

- 매번 가장 높은 토큰이 아니라, 확률적으로 토큰을 선택
- like(23%), love(13%), do(18%)

-> 샘플링을 통해 오류의 반복, 지역 최적 문제 해결
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-> 별도의 검증 비용 발생(검증기, 재순위 지정기)

-> 정답 레이블/추가 학습/파인튜닝 불필요

[지역 최적 예시]
문장 전체 확률 : 각 토큰 확률의 곱
A. 0.6 * 0.3 = 0.18 
B. 0.4 * 0.9 = 0.36

B가 더 좋은 문장이지만 Greedy는 첫 순간에 좋은 A를 고른다.

"복잡한 문제는 해결 방법이 다양하다"
“올바른 추론들은 최종 답이 일치하고, 틀린 추론들은 흩어진다”

-> 여러 추론경로를 만들어 답을 모아보고, 가장 일관된 답을 고르자!

논문의 직관



3. 핵심 메커니즘

핵심 메커니즘 도식 삽입 영역
Few-shot CoT + 질문 → sampling(T=0.7) → m개 추론 경로 → “The answer is” 뒤 파싱 → 투표 히스토그램 → argmax

왼쪽 단일 경로와 오른쪽 fan-out · fan-in의 모래시계 구성을 권장한다.

알고리즘 진행
1. CoT프롬프팅과 함께 사용자의 질문 input
2. 질문에 대한 다양한 풀이 과정 n개 샘플링
3. 각 경로마다 생성된 답 추출
4. 다수결 투표로 가장 일관된 답 output
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3. 핵심 메커니즘

핵심 메커니즘 도식 삽입 영역
Few-shot CoT + 질문 → sampling(T=0.7) → m개 추론 경로 → “The answer is” 뒤 파싱 → 투표 히스토그램 → argmax

왼쪽 단일 경로와 오른쪽 fan-out · fan-in의 모래시계 구성을 권장한다.

Greedy 디코딩

Self-Consistency



4. 핵심 결과
Table 2, 3 : 산술추론, 상식추론/기호추론 과제 성능 기록

산술 추론 능력 향상
4개 모델 전부 추론 성능 향상

- 모델이 클수록 크게 향상됨
- SoTA 성능 달성 

상식/기호 추론 능력 향상
6개 중 5개 과제에서 SoTA 달성
yes/no같은 과제는 성능 향상 더딤

성능의 원천은 표본 수가 아니라 경로의 
다양성이다.
디코딩만 바꿔 성능을 향상시키는 실용적 방안이다.

04

Table2 : Arithmetic reasoning accuracy Table3 : Commonsense and symbolic accuracy reasoning



5. 한계점

01 논문이 지적하는 한계

높은 계산 비용 : N개의 샘플 생성 = N배의 추론 비용 및 시간(Latency) 발생

- 5~10개 정도의 소수 경로를 대상으로 샘플링 하여 성능 향상 시도

02 전제의 한계

“오답은 제각각이고, 정답은 수렴한다"는 전제
 모델이 잘못 학습하거나 함정에 빠질 경우 ʻ잘못된 답'으로 수렴

03 적용 과제의 한계
명확한  정답이  있는 수학·단답형·객관식 문제에만 유효

정답이 자유로운 과제( 에세이, 코드 작성, 증명 등)는 '일관성(동점)' 정의 불가능

완화책으로 verifier 결합이나 프롬프트 다양화가 가능하지만, 이는 “추가 훈련 없음”이라는 장점을 포기하는 선택이다.
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6. 추가연구

01 과정 중심 검증 모델(Process Reward Model, PRM)

추론의 각 단계별 정당성을 검증 모델로 점수를 매김
-> 중간 단계에서 오류가 감지되면 최종 답이 그럴듯해도 낮은 점수 부여

02 다중 에이전트 토론(Multi-Agent Debate)

여러 에이전트가 서로의 추론 과정을 검토하고 논박
-> 한 에이전트가 편향된 전제에 빠져도 다른 에이전트가 지적 가능

03 프롬프트 다양화를 통한 접근
“역발상으로  접근하라", “반비례를  먼저 찾아라" 등 문제 입력 각도 자체를  다변화하여  샘플링
-> 특정 프롬프트 템플릿이나 질문 방식이 유도하는 고질적 편향 상쇄 
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“다수결의 한계를 넘어서는 후속 연구”

대표 연구: OpenAI Let's Verify Step by Step (Lightman et al., 

2023)

대표  연구 : Improving Factuality and Reasoning through Multi-Agent Debate (Du et al., 2023)
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